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Необходимым условием эффективного управления современным ЭЭС является наличие инструмента краткосрочного прогнозирования. Актуальность этой задачи определяется тем, что при анализе и формировании управляющих воздействий только по прошлым данным получается запаздывающая реакция на поведение ЭЭС, что является причиной завышенных требований к запасам статической и динамической устойчивости, а также снижает эффективность систем управления. При решении задач управления в современных ЭЭС необходим прогноз:
· поведения систем управления и регулируемых элементов;
· поведения нагрузки и генерации с учётом графиков или профилей нагрузок;
· случайного изменения нагрузки с использованием статистических данных по отклонениям;
· аварий и отказов с учётом вероятности отказов отдельных элементов; 
· ряда зависимых характеристик для системы управления (мощность ветроустановок, цены на электроэнергию и др.). 
Соответственно, инструмент краткосрочного прогнозирования должен обеспечить прогнозные значения режимных параметров ЭЭС (совместно с их вероятностными характеристиками), а также набор наиболее вероятных вариантов, отличных от основного прогноза. Задачи краткосрочного прогнозирования требуют индивидуальной настройки под каждую реальную систему регулирования, систему управления, под конкретный состав нагрузки в узлах ЭЭС. Кроме того, усложнение топологии электрических сетей, увеличение количества возобновляемых источников энергии в общей доле генерации, а также особенности либерализованного рынка электроэнергии многих стран вынуждают специалистов искать новые подходы по прогнозированию с целью повышения точности предсказания резкоизменчивых, нестационарных временных рядов, которые характеризуют многие реализации параметров современных ЭЭС. 
Традиционно задача краткосрочного прогнозирования параметров в ЭЭС выполнялась преимущественно с использованием статистических методов, основанных, например, на авторегрессии интегрированного скользящего среднего (АРПСС), фильтре Калмана [4]. Тем не менее, за последние несколько десятилетий методы машинного обучения прежде всего искусственных нейронные сети (ИНС) [5-7], метод опорных векторов (МОВ) [8-11], деревья решений (ДР) [12,13], продемонстрировали высокую производительность в задачах классификации и регрессии в области машинного обучения, что естественным образом привлекло внимание со стороны исследователей, специализирующихся в решении прогнозных задач в электроэнергетике.
Наиболее популярными среди машинных подходов в прогнозных задачах до последнего времени оставались модели на базе ИНС. Исследования показывали, что по сравнению с традиционными статистическими алгоритмами нейросетевой подход имеет ряд уникальных особенностей, в том числе: 1) нелинейная аппроксимация сложных зависимостей 2) умение успешно справляться с "проклятием размерности" и 3) гибкость и универсальность, что даёт возможность применять их к более сложным моделям [14]. 
Типичный вид нейросетевой архитектуры представлен на рис. 7.1. Различные способы объединения нейронов между собой и организации их взаимодействия привели к созданию ИНС разных типов. Среди множества существующих структур ИНС отметим многослойный персептрон (МП), ИНС на основе радиально-базисных функций (РБФ), сеть Элмана и обобщённо-регрессионную сеть (ОРС), как получившее наибольшее применение для краткосрочного прогнозирования параметров ЭЭС [15]. 



Рис. 7.1. Обобщённая нейросетевая структура

Сеть МП состоит из нейронов, расположенных на разных уровнях, причём помимо входного и выходного слоёв имеется ещё, как минимум, один внутренний, т.е. скрытый, слой. Цель обучения МП состоит в подборе таких значений весов для всех слоев сети, чтобы при заданном входном векторе получить на выходе значения сигналов, которые с требуемой точностью будут совпадать с ожидаемыми значениями. В настоящее время одной из наиболее эффективных процедур обучения МП является алгоритм обратного распространения ошибки [16]. Сети РБФ являются частным случаем двухслойной сети прямого распространения. Каждый элемент скрытого слоя использует в качестве активационной функции радиальную базисную функцию типа гауссовой. Радиальные нейронные сети относятся к той же категории сетей, обучаемых с учителем, что и МП. По сравнению с МП, имеющими сигмоидальные функции активации, они отличаются некоторыми специфическими свойствами, обеспечивающими более простое отображение характеристик моделируемого процесса. Сеть ОРС, в свою очередь, представляет собой структуру, содержащую наряду со скрытым радиальным слоем и вероятностные скрытый и выходной слои. Выходное значение ОРС имеет вероятностный смысл, поэтому его легче интерпретировать. При небольшом объёме данных сеть очень быстро обучается [17].  
Наряду с ИНС высокую эффективность демонстрируют прогнозные модели на основе метода опорных векторов (МОВ) [17]. Этот метод является нелинейным вариантом метода обобщенных портретов, предложенного В.Н. Вапником в 1963 г. [20], и широко используется для решения задач классификации и регрессионного анализа. Методологически МОВ, подобно ИНС, опирается на известную теорему Ковера [21] о повышении вероятности линейной разделимости образов при преобразовании нелинейной задачи классификации образов в пространство более высокой размерности.
В работе [22] авторы проводят сравнительный анализ эффективности различных моделей при прогнозировании потребления электроэнергии в одном из энергорайонов Гонконга. В работе были собраны многочисленные данные по разным характеристикам и особенностям отдельных потребителей электрической энергии. Измерения, при этом, выполнялись ежедневно и были проведены как зимой, так и летом. После обработки проведен анализ данных и построены три модели прогнозирования энергопотребления: линейная регрессия, искусственные нейронные сети, деревья решений. Как видно из таблицы 7.2 лучший результат дают ИНС и деревья решений с отклонением от истинного значения в 5-6%.

Таблица 7.2. Результаты прогноза потребления электроэнергии в одном из энергорайонов Гонконга на базе различных моделей
	Модель прогнозирования
	Средняя относительная ошибка, %

	Линейная регрессия
	7.6-8.2

	Искусственная нейронная сеть
	5.5-6.7

	Деревья решений
	4.8-5.6



Как показывают исследования, модели на основе ДР представляют собой перспективную технологию для прогнозирования сложных нестационарных реализаций, которые не всегда могут быть обработаны на базе нейросетевых моделей. По сути ДР представляют собой так называемые «жадные» алгоритмы[footnoteRef:1] построения модели принятия решений, использующееся в статистике и анализе данных для прогнозных моделей. Структура ДР представляет собой «листья» и «ветки». На ребрах («ветках») дерева решения записаны атрибуты, от которых зависит целевая функция, в «листьях» записаны значения целевой функции, а в остальных узлах — атрибуты, по которым различаются случаи. Модель ДР позволяет получать стабильные решения, сравнимые с МОВ и ИНС, не используя при этом больших вычислительных мощностей, требуемых предыдущими моделями.  [1:  Жадный алгоритм (англ. Greedyalgorithm) — алгоритм, заключающийся в принятии локально оптимальных решений на каждом этапе, допуская, что конечное решение также окажется оптимальным [24].] 

При этом, наиболее популярной модификацией алгоритма ДР, применяемой для задач прогнозирования, стали модели «случайного леса» (от англ. Random Forest), которые позволяют строить множество деревьев на различных подмножествах обучающей выборки и, вследствие закона больших чисел, получает лучшие результаты путем выбора среднего из всех прогнозов деревьев. В [23] приведены результаты краткосрочного прогнозирования выработки мощности и скорости ветра для ветроэнергетических установок на базе различных моделей машинного обучения (рис. 7.2). Расчёты выполнены для электрических сетей Апшеронского полуострова (республика Азербайджан), содержащих ветроэнергетические установки.  Как явствует из таблицы 7.3 модели на базе МОВ и алгоритма случайного леса являются более точными, по сравнению с нейросетевыми моделями. 
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Рис. 7.2. Результаты краткосрочного прогнозирования скорости на «1 час вперёд» на базе различных моделей машинного обучения

Отдельным перспективным направлением являются «глубокие» ИНС. Под глубинным или глубоким обучением (англ. Deep learning) понимается набор алгоритмов машинного обучения, которые пытаются моделировать высокоуровневые абстракции в данных, используя архитектуры, состоящие из множества нелинейных трансформаций [25]. При этом под термином «глубина» в данном случае понимается глубина графа вычислений модели — максимальная длина между входным и выходным узлами конкретной архитектуры. В случае, например, простой ИНС прямого распространения глубина соответствует количеству слоев сети. 

Таблица 7.3. Результаты прогнозирования скорости ветра для ветроэнергетических установок Апшеронского полуострова, Азербайджан
	Модели прогнозирования
	Среднеквадратичная ошибка, %
	Средняя абсолютная ошибка

	Многослойный персептрон, МП
	8.11
	7.21

	Нейросеть на базе радиально-базисной функции, РБФ
	4.71
	3.51

	Машина опорных векторов, МОВ
	0.42
	0.31

	Модель случайного леса 
	0.89
	0.62



В [26] для предсказания потребления электроэнергии в различных районах г. Палермо, Италия на основе множества зависимых факторов использовалась рекуррентная ИНС. Данный тип ИНС относится к «глубоким» нейросетям, обладающим свойством памяти и часто использующаяся при анализе временных явлений. В приведённом исследовании были собраны многочисленные данные об энергопотреблении по отдельным районам города, а также различные погодные показатели в регионе. Измерения проводились каждый час. После обработки данных в работе были определены новые переменные на основе старых, а именно: индекс Humidex, представляющий собой наиболее популярную меру дискомфорта погодных условий и вероятностный индекс HS, рассчитываемый как индекс Humidex, только с учетом вероятности включения термостатов у потребителей. В результате удалось достигнуть минимальную ошибку прогноза, равную 4%.
Несмотря на несомненные достоинства отмеченных моделей машинного обучения, многие исследователи считают, что вопрос о высокой эффективности данных методов всё ещё остаётся открытым [18] и требует дальнейших исследований. Одним из наиболее перспективных направлений представляется использование гибридных подходов [17]. Например, в [17] модели ИНС и МОВ в комбинации с преобразованием Гильберта-Хуанга (ПГХ); в [27] методология Бокса — Дженкинса дополнена ИНС; нейросетевые модели в комбинации с методами нечёткой логики предложены в [28]; модели, комбинирующие ИНС и теорию всплесков, представлены в [29]. Достаточно подробный обзор методов на основе алгоритмов нечёткой логики приведён в [30, 31]. Успех гибридных подходов объясняется разделением задачи построения прогнозной модели на два базовых этапа: этап предобработки данных с целью выделения признаков, являющихся наиболее значимыми для прогноза, и непосредственно этап идентификации динамической прогнозной модели. 
В [17] предложена модификация адаптивного подхода к прогнозированию временных рядов (рис. 7.3). В основе подхода лежит сочетание эффективного аппарата анализа нестационарных временных рядов на базе ПГХ и алгоритмов машинного обучения. 



Рис. 7.3 Общая диаграмма гибридного подхода для создания прогнозных моделей

На первом этапе исходный сигнал разлагается в специальный эмпирический адаптивный ортогональный базис и применяется интегральное преобразование Гильберта. На втором этапе полученные модальные функции и мгновенные амплитуды используются для автоматического нахождения оптимальных комбинаций входных переменных для последующего применения алгоритмов прогнозирования c использованием обучаемых моделей МОВ, ИНС и ДР. Отбор значимых компонент преобразованного ряда может быть выполнен на базе различных подходов: метода имитации отжига, генетического алгоритма и т.д. Таким образом, применение ПГХ и методик отбора значимых признаков позволяют убрать компоненты шума из исходного реализации прогнозируемого параметра, что позволяет повысить точность предсказания в условиях существенной нестационарности временного ряда, наличия «плохих данных» и т.п.   
Эффективность данного гибридного подхода продемонстрирована на реальных данных в различных тестовых задачах: 
1. при сверхкраткосрочном прогнозировании перетоков активной мощности участка тяговой подстанции «Гидростроитель –Коршуниха», Россия, Иркутская область (рис.7.4) [15]; 
2. при прогнозировании скорости ветра «на 24 часа вперёд» для задач управления режимами ветровых электростанций региона Валентия, Ирландия (рис. 7.5) [32];
3. при прогнозировании цен на электроэнергию «на 1 час вперёд» по данным Североевропейской энергетической биржи и Австралийской национальной энергетической биржи (рис. 7.6, 7.7, табл. 7.4) [18].
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Рис. 7.4. Результаты прогнозирование перетока активной мощности тяговой подстанции, Иркутская обл., Россия
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Рис. 7.5. Результаты прогнозирования скорости ветра «на 24 часа вперёд», Валентия, Ирландия
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Рис. 7.6. Результаты разложения на эмпирические моды цен на электроэнергию для зоны Южного Уэльса (Австралия) для периода 23 апреля – 21 мая 2006 г.



Рис. 7.7. Результаты прогнозирования цен на электроэнергию рынка Австралии «на 1 час вперёд» с использованием ПГХ-ИНС и ПГХ-МОВ гибридных моделей



Таблица 7.4.
Результаты сравнения прогнозов цен на электроэнергию рынка Австралии «на 1 час вперёд» с использованием гибридных моделей
	Сезон/Период
	Ошибки
	АРПСС-ИНС гибридная модель
 [27]
	ПГХ-ИНС гибридная модель
	ПГХ-МОВ гибридная модель

	Осень
21 – 27.05.2006
	MAPE (%)
	13.03
	12.24
	17.16

	
	MAE
	7.12
	3.86
	7.01

	
	RMSE
	28.02
	20.12
	23.74
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